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Resumo Os grafos modelam muitas aplicacoes reais e apresentam desafios
especificos em termos de processamento em grande escala. Nesse contexto,
propde-se o desenvolvimento duma extensdo a um sistema de processamento
de grafos que, por meio de resultados aproximados e de computagao diferida,
permita otimizar o uso dos recursos computacionais e dos tempos de resposta,
e assim aumentar a escalabilidade do sistema. Os requisitos de qualidade da
aproximacéio dos resultados serdo definidos pelo utilizador, de acordo com um
modelo de Quality-of-Data.

Desta forma, as atualiza¢es ao grafo, sob a forma de stream, sdo monitoriza-
das, e a computacgao pode ser executada apenas quando é esperada a producao
de novos resultados relevantes.

A fim de contextualizar e delimitar a solugcdo proposta, examina-se o estado
da arte em termos de sistemas de processamento em bloco e de streams, pro-
cessamento especializado de grafos e solugdes para otimizacio e escalabilidade
dos sistemas, incluindo o processamento aproximado.

Por fim, é apresentado um esboco de arquitetura da solugdo projetada e sdo
indicados os principais elementos para a sua avaliacdo.

Palavras-chave: processamento em bloco, streams, grafos, processamento
aproximado, Quality-of-Data, Flink

1 Introducgao

Muitos objetos e realidades do nosso quotidiano, quer naturais quer criados
pelo homem, assumem a forma de redes, com elementos individuais que se rela-
cionam entre si. Como veremos, essas redes, representadas na forma de grafos,
apresentam particulares desafios computacionais. Neste trabalho, motiva-se e
formula-se o problema do seu processamento em larga escala e, analisado o
contexto em termos de trabalho ja realizado nessa area, ensaia-se uma pro-
posta de solucao.

1.1 Desafios e dificuldades

As redes reais comportam importantes desafios em termos de representacéio,
armazenamento e processamento. As suas caracteristicas, bem como a sua
importancia, motivaram o aparecimento de grande niimero de técnicas, algo-
ritmos e sistemas especialmente desenhados tendo em vista a eficiéncia e a
rapidez de resposta.



Dimensao. A teoria computacional de grafos contempla diferentes formas
de representacao de redes, com diferentes implicagbes em termos do espaco
ocupado e de eficiéncia das operagdes comuns num grafo. Para além das re-
presentacoes classicas, matrizes de adjacéncias e listas de adjacéncias, existem
ainda representagoes hibridas e com recurso a varias otimizagoes. Existem po-
rém casos de grafos, como é o caso tipico da World Wide Web (WWW), cuja
dimensao é tal que requer técnicas avancadas de representagao [15, 16].

A importéncia dos grafos e a necessidade de os armazenar e processar de
forma rapida e eficiente veio dar origem a bases de dados especializadas, a
sistemas distribuidos dedicados ao seu processamento em larga escala e em
tempo real, e a frameworks bibliotecas para tratamento de grafos em sistemas
de processamento distribuido mais genéricos, como veremos na Sec.

Heterogeneidade. A grande dimensio das redes que encontramos na natu-
reza e na sociedade acresce uma caracteristica que lanca importantes desafios:
a sua heterogeneidade, em termos da distribuicdo do grau dos vértices. Em
muitos grafos reais, como por exemplo, mais uma vez, a WWW, encontramos
um grande nimero de vértices com grau reduzido mas também um niimero
reduzido de vértices, conhecidos por hubs, com um nimero muito elevado de
ligagbes. A distribuigdo de grau segue uma lei de poténcia nestes grafos, que
sao frequentemente livres de escala |10, Sec. 4.2-4.4] [11].

Esta heterogeneidade potencia consideraveis problemas para um sistema
distribuido de processamento de grafos: seguindo uma estratégia simples de
particdo de vértices pelo nodos do sistema, a distribuicdo da carga de traba-
lho pode facilmente apresentar grandes desequilibrios, pela presenca de hubs,
aos quais se associa, tipicamente, uma necessidade de processamento muito
superior.

Mutabilidade. Um terceiro desafio prende-se com o facto de que a maior
parte das redes evolui ao longo do tempo, quer na sua estrutura, quer nas
propriedades que estao associadas aos seus elementos. Um objeto em constante
mudanca requer cuidados especificos. O problema da volatilidade dos grafos
reais é uma das motivacoes para a contribuicdo que esperamos fornecer com
este trabalho.

1.2 Grafos

Os grafos e o seu estudo estao presentes em muitos campos do conhecimento:
nao s6 na matematica, nomeadamente na teoria de grafos, que os estuda exaus-
tivamente, mas também nas ciéncias sociais e naturais, como a biologia e a
fisica. E na teoria matemadtica de grafos que encontramos porém a formaliza-
¢ao do seu estudo, com importantes resultados tedricos e aplicacoes praticas.
Por outro lado, a necessidade de resolver problemas que envolvem grafos em
cada dominio levou a que as outras ciéncias contribuissem para enriquecer o



dominio tedrico com intuigoes, conceitos inovadores e importantes aplicacdes
[12, pp. 1-2].

Existem abundantes aplica¢es dos grafos e diversas fun¢oes e medidas que
podem ser computadas com base neles: caminhos entre vértices, distancias,
componentes, cortes, medidas de centralidade, identificagdo de comunidades
(clusters), entre muitas outras.

1.3 Streams de grafos

A questao da mutabilidade das redes introduz a utilizacao de streams no con-
texto do processamento de grafos. A melhor forma de representar a evolugao
do grafo é através duma stream de atualizagées que vao alterando proprie-
dades do mesmo. As alteragoes tanto podem manter intacta a estrutura da
rede, modificando apenas os dados associados a vértices e arcos, como pro-
ceder a alteracOes topoldgicas ao grafo, introduzindo e removendo vértices e
arcos. Estes dois tipos de atualizagoes tém implicacoes diferentes em termos
de processamento distribuido, representacao, equilibrio de carga e otimizacao.
Ao invés de se construir o grafo estaticamente para depois o analisar, recebe-se
uma stream de atualizacoes incrementais. Redes sociais bem conhecidas, tais
como Facebook, Twitter, blogs, apresentam estas caracteristicas, constituindo
bons casos de uso de processamento de streams de grafos em tempo real [20].

Existe um outro tipo de stream de grafos, que se aplica quando o mesmo
¢ demasiado grande para ser representado em meméria. Neste caso, o que o
sistema/algoritmo recebe é uma stream dos arcos do grafo, numa qualquer
ordem arbitraria, tendo o processamento de ser realizado em apenas uma pas-
sagem da stream. Existem variantes, como miiltiplas passagens, “anotacdo” da
stream, ou a representagao de parte do grafo no sistema [42].

2 Objetivos

2.1 Motivacao e caso de uso

Como vimos, o processamento de grafos envolve estruturas de grande dimensao
e, mais recentemente, também em constante mutacao. Os sistemas distribuidos
permitem, também neste contexto, efetuar processamento em larga escala,
com resultados em tempo 1til. No entanto, em qualquer um destes sistemas,
as questoes relacionadas com a otimizacao de recursos e de tempo de resposta
sd0 uma preocupacdo constante, e o contexto dos grafos nio é excecio. E a
questao da otimizacao de recursos e da eficiéncia no processamento de grafos
em larga escala e com alteracdes continuas que motiva a presente proposta de
trabalho.

Vamos considerar, para efeitos de definicdo do nosso objeto de estudo,
sistemas distribuidos de processamento de grafos com suporte a atualizacdo
dos mesmos. Consideraremos como caso tipico aquele em que o sistema possui
uma representacao do grafo e recebe continuamente atualizaces, que aplica ao



grafo. Consideramos que existe simultaneamente uma fungéo de interesse, que
deve ser computada a partir do grafo, e que as alteragoes ao grafo implicam
a sua recomputacao, seja ela realizada de raiz ou incrementalmente, sobre o
resultado anterior.

2.2 Inspiragao

A presente proposta de trabalho, na linha do tema apresentada a concurso,
vai buscar a sua inspiragdo a trabalho que vem sendo realizado no campo da
otimizagao de recursos/tempo de resposta em workflows de processamento |21}
22, 23).

Em workflows de processamento em grande escala, bem como nos com-
ponentes individuais que os constituem, existe consumo de CPU, memoéria,
I/0, e também de tempo necessério para computar uma resposta atualizada.
Ora, sucede que algumas vezes existe pouca diferenca entre o resultado da
recomputacao e o resultado obtido anteriormente, ndo obstante todo o gasto
decorrente do processamento. Ora, em certos dominios é toleravel admitir uma
resposta ndo exata, mas suficientemente aproximada, se isso significar uma
poupanca significativa em termos de recursos computacionais e rapidez. Neste
caso, o sistema poderia limitar-se a devolver a resposta anterior, adiando a
recomputacio para quando esta produzir resultados significativos [23]. Esta-
mos perante uma necessidade de compromisso entre a correcdo da resposta
dada pelo sistema e a otimizacdo do uso dos recursos utilizados para obter a
mesma resposta. Esse compromisso pode ser formalizado e expresso através
do conceito de Quality-of-Data (QoD), que sera explicitado na Sec.

2.3 Problema a resolver

O objetivo do nosso trabalho é pois fornecer um meio de otimizar o uso de re-
cursos computacionais e também o tempo de resposta em sistemas distribuidos
de grafos. Partindo dum conceito ja aplicado a workflows de processamento,
que consiste na avaliagdo do impacto de novos dados e na recomputacao adi-
ada, segundo um modelo de QoD definido pelo utilizador, propée-se, no pre-
sente trabalho, aplicar este mesmo conceito a um nivel inferior e num ambito
mais especifico, o do processamento de grafos.

Como vimos, os grafos, além de relevantes na representacdo de problemas,
apresentam especificidades que os distinguem doutras classes de problemas,
tanto que motivaram a criagdo de sistemas especializados no seu processa-
mento. Assim, a aplicacdo deste modelo a grafos comporta desafios que justi-
ficam uma abordagem dedicada, e dai a presente proposta de trabalho.

2.4 Dificuldades e desafios

Este objetivo, como é evidente, ndo pode ser alcancado sem responder a algu-
mas dificuldades que de imediato se apresentam.



O sistema terd de estar apto a prever quando a recomputagdo nao vai
produzir alteragoes significativas no resultado, e caso contrario, decidir efetuar
o processamento. Isto implica a existéncia dum critério para decidir o que sdo
ou nao alteragoes significativas. Pode definir-se por exemplo, uma diferenca
maxima relativa entre os dados de entrada anteriores e os mais recentes ou,
em alternativa, uma diferenca méxima entre o estado atual e uma previsao
dos novos resultados, a partir da qual a computacao tem de ser repetida.

Para esse efeito, hd que encontrar um modo de estimar a diferenca relativa
entre o resultado anterior e o resultado que se obteria se a recomputacao fosse
realizada ou, por outras palavras, estimar o erro acumulado com confianca
suficiente. Para isso, porém, é necessario poder efetuar uma previsio da dife-
renca relativa conhecendo apenas o input, ou seja, a stream de alteraces ao
grafo desde a ultima computacao.

O utilizador do sistema tem de poder exprimir o que considera um desvio
aceitavel em relacdo aos valores exatos, e estabelecer os seus objetivos em
termos do compromisso entre correcao e otimizacao, tendo por base que sdo
como inversas uma da outra: maior otimizacdo do uso de recursos implica
maior erro e incerteza, e exatidao dos resultados exige maior processamento.

3 Trabalho relacionado

Nesta seccdo apresenta-se o trabalho relacionado com o objetivo a que nos
propomos, numa perspetiva critica, apontando as contribui¢bes valiosas para
o nosso trabalho, mas também em que medida essas contribui¢oes nao resolvem
cabalmente o problema.

Comegaremos por apresentar brevemente os mais importantes sistemas dis-
tribuidos para computacao em grande escala, em bloco, focando de seguida o
processamento especializado de streams. Versa-se de seguida o universo dos
sistemas especializados em grafos, com referéncias aos mais importantes para-
digmas de computagao/programagcao por eles introduzidos. Por fim, explora-
se a tematica da escalabilidade e das técnicas existentes para, no contexto da
computagao distribuida, otimizar o uso dos recursos a custa dum erro aceitavel
no output. Conclui-se introduzindo o conceito de Quality-of-Data.

3.1 Processamento em bloco

A necessidade processar grandes quantidades de dados de forma rapida, fiavel
e eficiente deu origem a estratégias novas para abordar os problemas. A pa-
ralelizagdo surgiu como o grande paradigma para enfrentar as tarefas que os
problemas envolvem.

O modelo/sistema MapReduce foi pioneiro na difusao deste paradigma, e
constitui ainda um ponto de referéncia. Os diferentes sistemas nele inspirados
distinguem-se sobretudo pela forma como suportam computacao iterativa e
com dependéncias, e como potenciam a reutilizagao dos resultados intermédios.



Enquanto o MapReduce e o Hadoop olham o processamento como uma série
de computacoes independentes, sistemas como o Spark ou o Flinkﬂ dao énfase
a computagao iterativa e ao caching agressivo de resultados intermédios como
meio de rentabilizar a computacao.

MapReduce. O MapReduce [19] é um modelo de programagao destinado
ao processamento e geracao de grandes conjuntos de dados. O nome também
designa a implementacao deste modelo, criada pela Google. Dado um conjunto
de dados sob a forma de pares chave-valor, o utilizador define duas funcoes:
a primeira, map, processa cada par chave-valor original, gerando um conjunto
de pares chave-valor intermediarios; a segunda, reduce, funde, ou sumariza,
todos os valores intermediarios associados & mesma chave.

Este modelo pode exprimir uma grande quantidade de tarefas reais de
processamento de dados, de forma simplificada e especialmente apta a para-
lelizagao, por nao estabelecer dependéncias entre os dados. O utilizador pode
concentrar-se apenas na logica especifica do problema que pretende solucionar,
abstraindo dos pormenores relativos ao paralelismo, distribuicao, sincroniza-
¢ao, tolerancia a falhas e comunicacdo, que sdo assegurados pelo sistema.

Hadoop. O Hadoolﬂ é uma framework open-source que permite o proces-
samento distribuido de grandes conjuntos de dados em clusters, inspirado no
MapReduce da Google. Apresentando um modelo de programacao simples,
permite estender a computacdo a milhares de nodos, garantindo tolerancia a
falhas e distribuigdo de carga, implementadas na camada de aplicagao [55].

Do Hadoop fazem parte o Hadoop Distributed File System (HDFS), sis-
tema de ficheiros distribuido onde os dados podem ser acedidos por todos os
nodos do sistema, o YARN, para agendamento de tarefas e gestao de recursos
do cluster, e o sistema MapReduce propriamente dito.

A importancia do Hadoop torna-se evidente ao perceber que atua como
uma base comum a um conjunto de projetos significativos no ambito da com-
putacao distribuidaﬂ

Para o problema que temos em méaos, como veremos, o modelo de pro-
cessamento MapReduce simples nao é o mais indicado para o tratamento de
grafos. Acresce ainda que, para os objetivos de otimizacao de recursos, por
meio de admissdo dum erro méaximo, o Hadoop opera num nivel demasiado
bésico para as necessidades.

1O Flink, sendo mais corretamente definido como um sistema de processamento de streams
que também processa dados em bloco serd abordado na parte correspondente, Sec. @

2 lhttps://hadoop.apache.org

3 Cassandra e HBase (bases de dados NoSQL), Zookeeper (servico de coordenacio), Pig
(linguagem e framework para andlise de dados), e o Spark (abordado de seguida) s@o
exemplos de tecnologias pertencentes ao “universo” Hadoop. Outros projetos, como por
exemplo o Flink (Sec. ndo estdo diretamente ligados ao Hadoop, mas disponibilizam
drivers para utilizar o HDF'S como fonte dos dados a processar.
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Spark. O Sparkﬁ surgiu como forma de dar solugdo a problemas para os quais
a abordagem MapReduce é ineficaz: os que envolvem a computacio repetida
do mesmo conjunto de dados, e a analise interativa, ad-hoc, de datasets. Neste
tipo de problemas, o Hadoop volta a recarregar todos os dados a partir do
HDFS, incorrendo numa laténcia desnecessarial61]. No caso dos algoritmos
em grafos, que sao frequentemente de natureza iterativa, esta questao coloca-
se de forma premente.

O Spark resolve este problema através duma abstracdo denominada Re-
silient Distributed Datasets (RDDs), que sao estruturas de dados paralelas,
tolerantes a falhas, que permitem manter explicitamente resultados intermé-
dios em memodria, a fim de serem reutilizados e manipulados por uma série de
operadores. A eficiéncia dos RDDs provém do facto de apenas poderem ser
obtidos por operagoes deterministicas a partir dos dados ou de outros RDDs.
Desta forma, ao invés de se representarem os dados explicitamente, sdo arma-
zenadas as operacoes que permitem obter o RDD a partir dos dados anteriores,
permitindo evitar a replicacao direta que é dispendiosa e mais dificil de manter,
ao mesmo tempo que se assegura uma eficaz recuperagao de falhas [60].

Os RDDs, juntamente com as operagoes suportadas sobre eles e uma forma
de varidveis partilhadas entre as varias tarefas do programa, permitem que
o Spark, com o seu modelo predominantemente em memoria, possa correr
programas 100 vezes mais rapidamente que o Hadoop, em memoria, e 10 vezes
mais rapidamente em disco[7].

Como veremos adiante, o Spark possui o seu proprio médulo de processa-

mento de streams (Sec. e de grafos (Sec. [3.3).

3.2 Processamento de streams

O MapReduce classico é apropriado para processamento de grandes blocos de
dados estaticos, e ndo tanto de fluxos de dados continuos, vulgo streams de
dados. Isso ocorre porque, como vimos (Sec. , o modelo MapReduce divide
a computacido em fases individuais e independentes, nao estando otimizado
para computacao iterativa ou continua.

Como forma de mitigar esta desvantagem, foram estudados modelos incre-
mentais de MapReduce [35], dos quais um dos pioneiros foi o Google Percolator
[43]. O processamento incremental consiste em computar resultados atualiza-
dos a partir de resultados obtidos anteriormente e dos novos dados entretanto
recebidos, sem computar a fungdo novamente no conjunto de dados inteiro,
o que é frequentemente impraticivel ou muito dispendioso. Se para certas
func¢bes uma versao incremental é trivial, para outras é muito dificil encontrar
uma boa versdo incremental, mesmo quando existe um algoritmo eficiente para
dados estaticos [14].

Note-se porém que processamento incremental ndo é sinénimo de proces-
samento de streams. Por um lado, pode haver processamento incremental sem

* lhttp://spark.apache.org
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streams, quando os dados mais recentes chegam em blocos, e ndo em continuo;
por outro, uma stream nao tem de ser processada incrementalmente: pode
recolher-se uma porc¢ao razoavel da stream e proceder depois a uma recompu-
tagdo de raiz. Contudo, quer num caso quer noutro existe uma consideravel
laténcia, associada a periodos de tempo em que os resultados apresentados
pelo sistema nao correspondem aos dados mais atuais.

Por este motivo, foram desenvolvidos sistemas que procuram aproximar-se
0 mais possivel da computagdo em tempo real, fornecendo resultados com a
menor laténcia possivel em relacio a chegada dos dados. Existem duas grandes
abordagens: processamento da stream sob a forma de mini-batches, e processa-
mento direto de streams. Outro elemento diferenciador é a tolerancia a falhas
oferecida. Apresentamos algumas implementagoes de maior relevancia.

Storm. O Storm{| foi originalmente criado pelo Twitter e é um sistema dis-
tribuido de processamento em tempo real de streams ilimitadas de dados. E
indicado para casos em que é requerida uma laténcia muito baixa nos resulta-
dos.

A base duma aplicacdo em Storm é chamada topology, que se distingue
duma aplicagdo MapReduce classica pelo facto de, em principio, correr por
tempo indefinido. Uma topology consiste num grafo com vértices de dois ti-
pos: spouts, fontes de streams, usualmente provenientes duma fonte externa;
bolts, onde é realizada toda a computacao, filtros, agregagoes, transformagoes,
acesso a outras fontes externas, etc., e que podem por fim emitir uma ou mais
novas streams. Operagoes complexas podem ser assim implementadas através
de varios bolts, com um fluxo de dados definido pela topologia.

Cada bolt executa varias tasks distribuidas pelo cluster. Uma diferenga
essencial em relagdo ao MapReduce é que existe controlo explicito por parte
do utilizador sobre a forma como as streams de entrada sdo distribuidas pelas
varias tasks existentes |17].

Alguns benchmarks realizados |13} 29] comprovam que o Storm apresenta
uma laténcia muito baixa quando comparado com outros sistemas (Spark e
Flink), mas que em contrapartida possui taxa de débito (throughput) menos
vantajoso. Outra possivel desvantagem prende-se com as garantias em termos
de tolerancia a falhas: o Storm garante o processamento de cada elemento at-
least-once, enquanto sistemas como o Spark Streaming e o Flink conseguem
garantir ezactly-once |59].

Para o nosso caso concreto, o Storm revela indiscutiveis capacidades em
termos de processamento de streams, mas nao possui suporte especializado a
grafos, ao contrario dos exemplos que veremos de seguida.

Spark Streaming. O sistema Spark disponibiliza o Spark Streaunimgﬁ7 uma
biblioteca para processamento de streams sobre o Spark. A técnica base uti-

5 |http://storm.apache.org
6 lhttp://spark.apache.org/streaming
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lizada s@o as Discretized Streams, que consistem em dividir a computacao da
stream numa série de mini-batches, pequenos blocos, como o nome indica, que
sdo computados de forma deterministica e stateless, em pequenos intervalos
de tempo, tipicamente inferiores a 1 segundo. Cada um dos blocos em que a
stream é dividida é transformado num RDD, o que traz vantagens em termos
de tolerancia a falhas (da forma descrita na secgao , e também de resposta
a stmgglersﬂ ao contrario doutros sistemas de streams, que tém dificuldade
em lidar com este tipo de problemas [59].

Desta forma, sdo suportadas todas as operacdes padriao em streams, ao
mesmo tempo que as questoes relativas a consisténcia sado clarificadas pelo
facto de se utilizar uma nocao discretizada de tempo. O uso de RDDs apresenta
ainda a vantagem de permitir a integracdo com outros tipos de tarefas do
Spark, nomeadamente o processamento em blocos tradicional ou consultas
interativas |59].

A principal limitagdo desta abordagem consiste na laténcia que surge ine-
vitavelmente por se efetuar batch dos dados, ainda que em intervalos pequenos
[59]. Apesar de boa parte das aplicagoes suportarem essa laténcia sem proble-
mas, existem outras para as quais tal demora nao é desejavel.

Flink. O Flinkﬂ é uma plataforma open-source para processamento distri-
buido de streams e dados em bloco. Tem a sua origem no projeto Stratosphere
[3], criado na Universidade de Berlim. O seu nucleo é um sistema de proces-
samento de streams, sendo o processamento em bloco tratado internamente
como o caso especial duma stream limitada. Neste sentido, o Flink segue uma
abordagem oposta ao Spark, e mais préxima do Storm. Esta estratégia permite
também unificar o tratamento de blocos e streams na mesma framework.

Entre as funcionalidades suportadas, contam-se o processamento de even-
tos fora de ordem, janelas de streaming flexiveis, processamento continuo e
computagoes stateful. Quanto a tolerdncia a falhas, utiliza snapshots distri-
buidos e afirma garantir processamento exactly-once. No que respeita a otimi-
zagoes, é de notar o suporte a computacao iterativa e baseada em deltas (1til
no caso dos grafos) e ainda uma gestdo de meméria prépria dentro da Java
Virtual Machine (JVM) [6].

O Flink afirma apresentar um alto desempenho em termos de taxa de
débito, aliado a uma baixa laténcia, o que é confirmado por alguns benchmarks
realizados recentemente [29].

Relativamente ao Spark, o sistema que mais se lhe assemelha em termos de
objetivos, a sua principal desvantagem é a menor maturidade e popularidade
(em termos de colaboradores e de utilizadores).

" Nodos que néo falham, mas sdo lentos, atrasando a computacio como um todo.
8 lhttp://flink.apache.org
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Arquitetura Lambda. Terminamos esta sec¢cdo com um contributo que dal-
gum modo se propoe reunir os beneficios de computagdo em bloco e compu-
tacao de streams.

Existem trés grandes propriedades que se deseja que um sistema analitico
para grandes quantidades de dados possua: correcdo; baixa laténcia; elevado
débito. Ora, as técnicas e sistemas que vimos até agora nao logram satisfazer
simultaneamente estas propriedades. Sistemas de processamento em bloco,
como o Hadoop, conseguem correcdo maxima e bom débito, mas com laténcias
elevadas; sistemas de processamento de streams, como o Storm, apresentam
laténcias minimas, mas falham no débito, na presenca de grandes quantidades
de dados, a ndo ser que recorram a processamento aproximado, sacrificando a
COTITecao.

A Arquitetura Lambda [41] é uma proposta de arquitetura de alto nivel
para responder a esta questdo. A sua estratégia baseia-se na conce¢do dum
sistema em camadas (layers), em que os requisitos em termos de corregao,
laténcia e débito sdo separados entre si, e satisfeitos por diferentes camadas
do sistema [41, pp. 14-15].

O batch layer |41} p. 16] armazena um grande conjunto de dados em bruto,
imutaveis e em constante crescimento, e computa fungoes arbitrarias sobre
o mesmo. Os resultados sdo recomputados regularmente, & medida que che-
gam novos dados, e sdo produzidas batch views, conjuntos de resultados pré-
calculados, que sao utilizados pelo serving layer para responder em tempo
minimo a consultas sobre os dados |41, p. 17]. Para o batch layer utiliza-se
geralmente o Hadoop, mas o Spark ou o Flink sao também escolhas possiveis.
Para o serving layer utilizam-se bases de dados otimizadas para leitura.

A recomputagédo a partir dos dados é usualmente demorada (de alguns mi-
nutos a vdrias horas), pelo que as consultas, nesse intermédio, apresentarao
resultados desatualizados. Para compensar esta falha, é introduzida uma ter-
ceira camada, o speed layer, que tem como fungao processar apenas os dados
mais recentes que chegam continuamente, de forma incremental, gerando re-
altime views em constante atualizacdo, e possivelmente apenas aproximadas,
que sdo descartadas assim que estiverem disponiveis resultados exatos prove-
nientes do batch layer [41, pp. 18-20]. Para o speed layer utilizam-se sistemas
de processamento de streams, como o Storm. O Spark Streaming e o Flink
podem ser utilizados também para esta camada.

A Arquitetura Lambda nao é um sistema em si, mas uma visdo de alto nivel
dum sistema analitico completo. Para o presente trabalho, esta visdo contribui
para contextualizar o problema que nos propomos resolver. Na medida em
que se pretende reduzir laténcia e otimizar recursos, por meio de respostas
aproximadas e incrementais, o presente trabalho terd o seu lugar no speed
layer desta arquitetura.
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3.3 Processamento de grafos

Os sistemas que vimos até agora, para dados em bloco ou streams de dados, ndo
sao especializados no processamento de grafos, ainda que possam ser utilizados
para esse fim. O modelo MapReduce, como referido, falha na representacao de
dependéncias computacionais proprias de certos algoritmos. Uma abordagem
iterativa, por sua vez, além de nao ser naturalmente exprimivel em termos de
MapReduce, ndo aproveita o seu potencial de processamento paralelo [38]. Por
outro lado, tal abordagem acaba frequentemente por envolver demasiado mo-
vimento de dados, sem aproveitar as oportunidades de otimizagao decorrentes
da peculiar estrutura dos dados em forma de grafo [26].

As bases de dados especializadas em grafosﬂ permitem armazenar grafos
duma forma especializada. Sao indicadas quando é importante uma logica tran-
sacional e com foco nas operagoes CRUD, e quando as consultas se centram
principalmente na prépria estrutura do grafo. Nao oferecem normalmente, po-
rém, capacidades de processamento distribuido nem otimizacao para proces-
samento de dados em batch ou em stream. Quando muito, podem funcionar
como representagao externa dos grafos (e dessa forma poderiam funcionar, por
exemplo, em conjunto com um sistema de processamento como o Storm).

Praticamente todos os sistemas de processamento de grafos se baseiam na
expressao dos algoritmos como um conjunto de pequenas fungoes a serem exe-
cutadas de forma paralela e iterativa. A diferenciagdo entre os varios sistemas
pode ser feita a partir de dois eixos principais: o elemento central da iteracao
(vértices ou arcos) e o modelo de comunicagdo (mensagens ou memoria par-
tilhada). Estas diferengas dao origem a outras caracteristicas diferenciadoras,
como por exemplo o suporte a esquemas assincronos de processamento.

Computagio centrada nos vértices. A distribui¢do de carga e paraleliza-
¢a0, neste modelo, é efetuada através da particdo dos vértices do grafo pelos
varios nodos do sistema. Cada nodo recebe um igual ntimero de vértices, que
sao computados em paralelo, assegurando-se a sincronizacdo, comunicacao e
tolerdncia a falhas. A fim de otimizar o fluxo de dados entre diferentes nodos,
a particdo de vértices deve ser tal que minimize o nimero de arcos divididos
entre diferentes maquinas, no que é conhecido como edge-cut.

Existem algumas ferramentas para efetuar a particio do grafo descrita
mas, como observado por [27], o seu desempenho néo é satisfatério para grafos
cuja distribuicdo de grau segue uma lei de poténcia. A particdo por meio de
hashing simples, sendo rapida e facil de implementar, tem o inconveniente
de, em termos de valor esperado, cortar a maior parte dos arcos. Se a carga
em termos de computacao fica razoavelmente bem distribuida, o overhead em
termos de comunicagdo aproxima-se do pior cenério possivel [56].

? Dois exemplos lideres de mercado sio o Neodj (http://neodj.com) e o Titan (http://
thinkaurelius.github.io/titan)


http://neo4j.com
http://thinkaurelius.github.io/titan
http://thinkaurelius.github.io/titan
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Em modelos que tratam todos os vértices de forma simétrica, a distribui-
¢ao de grau em forma de lei de poténcia introduz desequilibrio na distribuicao
de trabalho, visto que a computacao apresenta uma complexidade que é nor-
malmente linear no grau do vértice [27].

Pregel. Apesar de ja existirem sistemas e frameworks para processamento
de grafos, as mesmas nao tinham em conta as questdes da escalabilidade e
de tolerdncia a falhas, respondidas na maior parte dos sistemas distribuidos.
Assim, com a finalidade de permitir o processamento distribuido de grafos em
larga escala, foi criado e implementado pela Google, um sistema denominado
Pregel [39].

O processo de computagdo de grafos utilizado pelo Pregel desenvolve-se
numa sequéncia de passos, denominados supersteps. Em cada um desses passos,
é executada, para cada vértice, uma funcdo (vertex-program), definida pelo
utilizador. Essa funcdo pode modificar o estado do vértice e dos arcos nele
originados. Para além disso, em cada passo, a funcao tem acesso as mensagens
enviadas a cada vértice no passo anterior, e tem a possibilidade de enviar
mensagens destinadas a outros vértices (normalmente os vértices adjacentes,
mas nao necessariamente), que serdo processadas no passo seguinte.

Esta forma de conceber a computagao centrada no vértice dé origem a ex-
pressao think-like-a-vertex, que caracteriza este modelo de computagao, mais
apta conceptualmente a ser distribuida, por ser dividida em pequenas unida-
des.

No fim de cada passo, cada vértice pode desativar-se, votando para parar.
Um vértice inativo ndo é computado nos passos seguintes, a nao ser que re-
ceba uma mensagem. O algoritmo, no seu conjunto, termina quando todos os
vértices votarem para parar e nao existirem mensagens pendentes.

Este modelo é, dalgum modo, uma adaptacdo do MapReduce, na medida
em que se foca na computacio local a cada vértice, tomando o sistema a
responsabilidade de integrar e unificar tudo da forma adequada. Por outro
lado, este modelo centrado no vértice e baseado em mensagens presta-se a
exprimir boa parte dos algoritmos de forma intuitiva e acessivel.

O modelo de computagao do Pregel foi implementado de forma open-souce
através do projeto Apache Girapﬂ um dos sistemas de processamento de
grafos com maior popularidade.

GraphLab. Um outro sistema, o GraphLab [37], distingue-se do Pregel pelo
facto de nao utilizar mensagens, mas assentar a comunica¢ado num modelo de
memoria partilhada. Cada vértice tem total acesso aos seus dados, bem como
aos dos vértices adjacentes e dos arcos, independentemente da sua orienta-
¢ao. Pode ainda agendar programas a serem executados por vértices vizinhos.
Desta forma, é possivel utilizar um modelo de comunicagdo assincrono, em

10 http://giraph.apache.org


http://giraph.apache.org

13

que o momento em que o fluxo de dados se realiza é definido no programa do
utilizador.

O assincronismo permite uma melhor utilizacao de recursos, e pode mesmo
acelerar a convergéncia dalguns algoritmos, mas introduz problemas relacio-
nados com a emergéncia de ndo-determinismo na computacio. Para fazer face
a esta dificuldade, o GraphLab assegura que qualquer execugao é serializa-
vel, ou seja, que possui uma execug¢ao sequencial correspondente. Para esse
efeito, utiliza um mecanismo de sincronizacao que impede vértices adjacentes
de correrem simultaneamente o programa [27].

Modelo GAS e Powergraph Sistemas como o Pregel ndo distinguem concep-
tualmente, pelo menos de forma explicita, a computacio do vértice em si e os
aspetos ligados & comunicacdo de dados e & sumarizacdo. E nesse contexto que
surge uma proposta de abstracao a nivel superior dos algoritmos em grafos, o
modelo Gather-Apply-Scatter (GAS) [27]:

Gather E recolhida, para cada vértice, informacao dos vértices e arcos a ele
adjacentes. Essa informacio é sumarizada através duma funcado definida
pelo utilizador, que deverd ser comutativa e associativa (de modo a que a
ordem de execugao nao interfira no resultado final). Existem vérias fungoes
de sumarizacao possiveis, consoante o objetivo pretendido, entre as quais
soma, maximo, minimo, ou simplesmente a uniao de todos os valores.

Apply Utiliza-se o resultado da fase anterior para atualizar o valor associado
ao vértice que estd a ser processado.

Scatter Usa-se o novo valor associado ao vértice para atualizar a informagao
associada aos arcos que lhe sdo adjacentes.

Este modelo abstrato foi introduzido no ambito dum outro sistema de
processamento distribuido de grafos, o PowerGraph [27]. A decomposicao GAS
permite pensar a computacdo das mensagens duma forma pull-based, ou seja,
é o sistema que se encarrega, através da invocagao da fase Scatter, de obter as
mensagens destinadas aos vértices adjacentes a determinado vértice, ao invés
de ser o programa do utilizador a enviar as mensagens diretamente. Deste
modo, é possivel gerir a distribui¢gdo de trabalho e o fluxo de mensagens de
forma mais eficiente e oportuna, permitindo uma série de otimizacoes.

Computagio centrada nos arcos. O PowerGraph, mantendo uma logica
de programacao orientada aos vértices, procura eliminar a dependéncia em
relagdo ao grau dos vértices através da distribuicao da execug¢do do programa
pelos arcos, divididos pelos varios nodos do sistema. A fase Gather é invocada
paralelamente em cada arco e os resultados intermédios sdo reunidos e fun-
didos, passando o resultado final a fase seguinte. Do mesmo modo, a funcao
Scatter é também executada em paralelo.

O foco na computacao sobre os arcos induz outra forma de distribuir o
processamento e os dados pelos varios nodos do sistema. Agora, ao invés dos
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vértices, sao os arcos que sao distribuidos uniformemente pelas diversas maqui-
nas. Disso resulta também que sdo agora os vértices que podem ser divididos
por diferentes nodos. Assim, alteragoes aos dados dum vértice tém de ser co-
municadas a todos os nodos que possuem uma coépia do mesmo.

O objetivo passa a ser portanto minimizar o nimero de vértices divididos
entre maquinas diferentes. Cada arco é atribuido a um nodo do sistema de
modo a minimizar o nimero de vértices divididos, mas sem que o desequili-
brio entre o niimero de ndés atribuidos a diferentes nodos ultrapasse um fator
constante predefinido. Existem diferentes técnicas para efetuar um vertez-cut
nas condigoes descritas [27].

Chaos. O Chaoﬂé um sistema distribuido para grafos que resulta da extensao
dum outro sistema, o X-Stream [40, 46|, e que apresenta uma abordagem
semelhante com iteragao sobre os arcos.

O ponto distintivo deste sistema, porém, resulta do modelo de represen-
tagdo e armazenamento dos elementos do grafo (vértices, arcos e atualizagoes
entre iteragbes): foca-se a utilizacdo de armazenamento secundario em disco
como forma de suportar a computacao de grafos de grande dimensdo, que po-
dem chegar ao bilido de arcos. Outro ponto chave é a verificacao de que, em
clusters médios, a largura de banda em rede acaba frequentemente por su-
plantar o préprio acesso aos dados mantidos em armazenamento secundario.
Assim, este sistema ignora simplesmente a localidade dos dados, concentrando
os seus esforcos em otimizar a leitura sequencial a partir do armazenamento
secundéario, otimizando, por exemplo, a dimensao dos blocos (chuncks) de da-
dos. Como forma de equilibrar a distribuicao de carga, este sistema implementa
ainda uma forma de work stealing [47).

Bibliotecas para grafos de sistemas mais genéricos. Até agora foram
abordados sistemas especializados no processamento de grafos. Porém, alguns
sistemas de processamento de dados genéricos incluem também subsistemas
especializados neste tipo de processamento, sob a forma de bibliotecas e APIs.
Uma das principais vantagens deste modelo é a facilidade em integrar dados
externos na computacao dos grafos, associando-os a vértices e arcos, de forma
quase transparente.

GraphX. O GraphXE é a biblioteca de processamento de grafos do Apache
Spark. Esta biblioteca/API tem como base a verificagdo de que frequentemente
a analise e processamento de grafos estd inserida em tarefas de processamento
muito maiores, em que para além dos grafos existem dados em formato tabular
ou de chave-valor. Assim, o GraphX propo6e-se unificar, na mesma framework,
a analise de grafos e de dados néo-estruturados e tabulares. Para esse efeito,
permite-se efetuar a composicao entre os dois tipos de dados, conforme as

" http://labos.epfl.ch /hpgp#-chaos
2 http:/ /spark.apache.org/graphx
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especificidades do objetivo pretendido, com os grafos podendo ser tratados
na sua forma natural de grafos ou entdo como simples colecGes de vértices e
arcos|26].

Outra vantagem oferecida por esta estratégia reside na maior facilidade em
construir grafos a partir de fontes distintas, em integrar informacao externa
no grafo e em comparar propriedades em grafos diferentes [57].

A representacdo dos grafos, na biblioteca GraphX, é feita através de ta-
belas, para vértices e arcos, baseadas em RDDs, ji descritos na seccao
As colegoes de vértices e arcos podem ser obtidas através da API na forma
de RDDs com algumas funcionalidades adicionais [28]. A tolerancia a falhas é
obtida através do uso de grafos imutdveis [56] e duma série de operadores |26,
28] que dao origem a novos grafos.

O particionamento do grafo pelos varios nodos do sistema distribuido é
realizada através de vertez-cuts, na esteira da estratégia seguida pelo Power-
Graph (seccao , a fim de minimizar o overhead de comunicacao. E possivel
porém controlar a forma como os arcos sao distribuidos pelos nodos, através
de fungoes de particionamento expressamente definidas, ou utilizar a estraté-
gia por omissdo, que tem em conta a forma como o proprio input se encontra
particionado [56, 26].

Os operadores do GraphX, que operam sobre os grafos em termos de
transformacoes efetuadas as colegoes de vértices e arcos, permitem expri-
mir um grande nuimero de algoritmos. Para simplificar o trabalho do uti-
lizador /programador, é ainda oferecida uma versao otimizada da abstracao
introduzida pelo Pregel (secgdo , a Pregel API, que permite expressar a
computacdo em termos de wvertex-programs e trocas de mensagens. Algumas
restrigcoes, tais como reduzir a troca de mensagens apenas a vértices adja-
centes, embora possam limitar alguma expressividade, permitem introduzir
otimizagoes especificas |28, 57].

Gelly. O Flink disponibilizou também a sua biblioteca de processamento de
grafos, o Gelly"®] em 2015,

A abordagem seguida pelo Gelly, bem como as funcionalidades que exibe,
tém evidentes semelhancas com o GraphX. Tem-se em conta a necessidade de
integrar a analise de grafos em pipelines analiticas, com diferentes fontes de
dados, pelo que se oferece uma forma de integragao facilitada. Vértices e arcos
do grafo podem ser manipulados e consultados na forma de DataSets, com
possibilidade de lhes associar qualquer tipo de dados [33].

E possivel efetuar um grande nimero de operagoes sobre os grafos: trans-
formacao de valores (map), filtros, juncdo com outras fontes de dados por meio
de chaves, e operacoes baseadas no conjunto dos vértices; operacoes para adi-
cionar ou remover vértices e arcos; operacoes sobre a vizinhanca dos vértices
(outros vértices e arcos), nao sé de iteracdo, mas também de reduce.

'3 Ihttps://ci.apache.org/projects/flink /flink-docs-master /libs/gelly _guide.html
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A semelhanca do GraphX, o Gelly oferece também uma API para exprimir
algoritmos sobre grafos no popular modelo think-like-a-vertex introduzido pelo
Pregel (Sec. , a que se chamou vertez iterations. E oferecida ainda uma
variante do modelo GAS (Sec. [3.3)), denominada Gather-Sum-Apply (GSA),
ainda que com algumas limitacoes [5].

Uma das importantes vantagens do Flink/Gelly no processamento de gra-
fos, em relacdo ao MapReduce simples, reside no seu suporte nativo a com-
putacao iterativa, tipica em problemas de grafos, com caching de resultados
intermédios e das estruturas/elementos do grafo utilizados. Este sistema ofe-
rece ainda um meio de otimizacio adicional, as delta iterations, em que se
separa claramente o conjunto dos elementos a atualizar em cada iteragdo dos
elementos que ndo requerem computagdo, o que pode conduzir, como facil-
mente se depreende, a ganhos significativos em termos de tempo despendido
e uso de recursos [32].

Sendo recente, o Gelly tem muitos pontos de expansao potenciais. Um dos
projetos envolve o suporte a streams de grafos (secgao , disponibilizando
operadores que possibilitem a expressdao de algoritmos neste tipo de dados.
Este projeto encontra-se ja parcialmente implementado [9]. Outros projetos
presentes no roadmap do Gelly incluem operadores especializados em grafos
fortemente heterogéneos/livres de escala, técnicas avangadas de particiona-
mento de grafos, e operacOes otimizadas para vértices bipartidos, entre outras
[24].

Criticas e outras abordagens. Uma das criticas que pode fazer-se aos para-
digmas e sistemas expostos é que reduzem a expressividade dos algoritmos que
podem ser expressos, e consequentemente dos problemas que podem ser resol-
vidos eficientemente em grafos. Um sintoma significativo é o facto de grande
parte da investigagao nesta area recorrer aos mesmos tipos de algoritmos para
avaliar as solugoed™]

Existem classes de problemas em grafos que nao se enquadram nos para-
digmas vistos até agora, centrados em vértices ou em arcos, como os de graph
mining (detegdo de subgrafos frequentes, a contagem de padrdes ou a enume-
ragao de cliques, por exemplo). Problemas como estes envolvem a enumeragao
e a exploracao exaustiva de subgrafos, o que torna abordagens como a do Pre-
gel ineficientes pelo facto de envolverem demasiado movimento de mensagens
e causarem sobrecarga em vértices de grau elevado [53].

Pode também observar-se que, no modelo centrado nos vértices, ndo existe
controlo explicito sobre a forma como o grafo é particionado pelos varios nés
de processamento, nao se tomando assim partido de possiveis otimizacoes al-
goritmicas caso esse particionamento pudesse ser controlado pelo programador
[54].

14 Um exemplo tipico de algoritmo jé cldssico é o PageRank.
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3.4 Escalabilidade

Tradicionalmente, a necessidade de otimiza¢do do uso de recursos de proces-
samento, em bases de dados, por exemplo, inseria-se num contexto em que
os dados sdo relativamente estaveis e a fonte de instabilidade provém das
diferentes analises e consultas aos mesmos dados. Nestes casos, havendo co-
nhecimento completo dos dados envolvidos, os sistemas podem formular query
plans a fim de otimizar a forma como as respostas sao obtidas. Ja no caso do
processamento de streams, estamos perante a situagao inversa: muitas vezes as
consultas sdo sempre as mesmas, processadas de forma permanente, e o que va-
ria é o afluxo de novos dados, frequentemente imprevisivel. Facilmente surgem
picos de afluéncia de dados na stream, que podem tornar o sistema instavel e
mesmo incapaz de efetuar o processamento requerido no tempo desejavel [58].

A resposta mais imediata a este problema, reservar mais recursos compu-
tacionais, seja por ampliagao fisica do cluster, seja por alocagdo de recursos
virtuais num ambiente de cloud, ndo é escaldvel, conduz a uma utilizagio sub-
6tima dos recursos e pode comportar custos indesejaveis.

Assim, assumindo um contexto em que os recursos, fisicos ou virtuais, sao
fixos, podemos distinguir duas grandes formas de responder a esta problema-
tica: otimizacdo do uso dos recursos existentes, por meio duma distribuicao
inteligente do processamento e/ou alteragdo dindmica de pardmetros da com-
putacao (tuning); e o recurso ao processamento aproximado, descartando parte
do trabalho excessivo em troca dum erro aceitavel.

Otimizacao de recursos e tuning Face a imprevisibilidade do afluxo de
dados ao sistema, ja referida, mas também a natureza heterogénea quer das
computagoes a efetuar, quer dos dados, quer dos recursos disponiveis [44],
surgiram diferentes abordagens de resposta. A nivel de cluster, foram apresen-
tadas propostas para gerir eficientemente recursos entre diferentes sistemas e
frameworks analiticas [30].

Ao nivel dos sistemas individuais, caso que interessa mais para o presente
trabalho, existe um grupo de estratégias que assenta na distribuicdo, ou re-
distribuigdo, da carga pelos nodos e recursos do sistema da forma que mais
favorece o débito e a estabilidade do sistema como um todo. Analisando o grafo
de tarefas e nodos, bem como o fluxo de dados, podem utilizar-se algoritmos
que determinam, em runtime, a alocacdo de recursos mais eficiente [58, |4].
O uso de algoritmos que permitem ao sistema adaptar-se rapidamente a mu-
dancas no fluxo de dados, e tomar partido dos recursos disponiveis é também
conhecido como computational elasticity [48]

Outras estratégias recorrem a alteragdo de pardmetros da computagao (tu-
ning) durante a execugao, como forma de promover a estabilidade e o desem-
penho do sistema. Um dos exemplos paradigmaticos é o tamanho do batch em
que os dados sdo processados, em sistemas de processamento em bloco ou de
streams em mini-batch |18§].
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Estas técnicas sao uteis para fazer face a picos stubitos do fluxo de dados e
manter a estabilidade e a capacidade de resposta do sistema, mas, além de nao
serem infaliveis, tém em conta apenas o aspeto quantitativo do fluxo de dados.
Nao oferecem resposta satisfatoria a questao qualitativa, que formuldmos nos
inicios deste trabalho, de avaliar a diferenca introduzida pelos novos resulta-
dos a fim de evitar que o custo da computacdo seja superior ao beneficio da
resposta.

Processamento aproximado. Podemos falar de processamento aproximado
quando se admite uma determinada quantidade de erro no resultado que se
obtém dos dados em troca de outras vantagens, tais como a rapidez na resposta
ou poupanga/otimizagado no uso de recursos utilizados para a obter. Existem
inimeras aplicagoes reais em que a completa exatiddo da resposta nao é tao
importante como a rapidez da obtencao da mesma; considere-se, por exemplo,
um sistema de recomendagao de produtos online: uma resposta tardia, ainda
que exata, pode ser desprovida de utilidade.

Podemos considerar duas grandes formas de utilizacdo de processamento
aproximado. A primeira delas ocorre quando os resultados sdo sempre apro-
ximados, isto é, quando o sistema fornece sempre aproximagoes aos resulta-
dos reais, com erro controlado, o que pode acontecer quando a obtencao da
resposta exata é muito dispendiosa, demorada, ou mesmo impossivel. Uma
segunda forma de processamento aproximado insere-se em sistemas que ga-
rantem correcio futura (eventual accuracy) dos resultados: o sistema computa
regularmente resultados exatos, mas nos intervalos da recomputagiao apresenta
apenas resultados com uma certa aproximagao (a semelhanca do que foi visto
na Sec. a proposito da arquitetura Lambda).

O processamento aproximado surgiu no contexto de sistemas de apoio a
decisdo [36] e inclui diferentes técnicas, conforme o problema concreto a resol-
ver e as estratégias empregadas na sua resolucdo. Na medida em que permite
ter em conta nao apenas os aspetos quantitativos, mas também os qualita-
tivos, dos dados, e no seguimento do que foi apresentado como os objetivos
da presente proposta de trabalho, o processamento aproximado apresenta-se
como a linha de investigacdo a seguir, pelo que examinamos as suas principais
técnicas mais de perto.

Load shedding. No contexto de processamento de streams, o load shedding
consiste em descartar uma parte dos dados a processar, quando, por via dum
stubito aumento do fluxo de dados, o sistema nao tem capacidade de os proces-
sar a todos, ou quando fazé-lo introduz uma laténcia inaceitavel. O problema
de load shedding pode ser assim formalizado como um problema de otimizacao
em que se procura maximizar a exatidao dos resultados, com a restricao de
que a taxa de entrada de novos dados ndo pode ser superior a taxa a que eles
sao processados [8]. No caso dos sistemas distribuidos, a questdo apresenta
complexidade adicional, pois cada um dos nodos pode ter os seus proprios re-
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quisitos e limitagoes. Podem conceber-se estratégias centralizadas, em que os
diversos nodos concordam num plano de load shedding comum, ou locais, em
que cada nodo procede, de forma controlada, a selecio de input a desprezar
[51].

Esta técnica também é utilizada em contexto de bases de dados/data wa-
rehouses, quando para responder a determinada consulta ndo se tem em conta
uma parte dos dados. Neste contexto, esta estratégia recebe o nome de data
skipping, sendo porém idéntica, na sua esséncia [50).

As questdes que se impoem sao quando descartar dados (detetar as condi-
¢oes em que o mesmo deve de ser realizado), onde os descartar (em que ponto
da pipeline de processamento devem ser os dados/resultados descartados), e
que quantidade e quais os dados a desprezar [52]. A detecdo do excesso de
carga do sistema envolve algoritmos especificos que nao importa discutir aqui.
Quanto ao lugar onde os dados devem ser descartados, é facil de ver que quanto
mais cedo na pipeline analitica forem eliminados, menos processamento des-
necessario terd sido realizado; contudo, frequentemente o fluxo de dados néo é
linear entre streams, e uma eliminagio precoce pode implicar erros intoleraveis
[52].

Quanto a quantidade e quais os dados a ndo ter em conta, a aborda-
gem mais simples é meramente quantitativa e consiste em descartar input de
forma aleatoria. Com esta técnica, conhecendo a distribuicao dos dados, pode
estimar-se e limitar-se o erro resultante através de métodos estatisticos [8].

Existem porém técnicas mais avancadas, que tém em conta a importancia
dos dados para a computagdo em causa, e procuram efetuar um load shedding
semdantico, inspirado no conceito de Quality-of-Service (QoS), bastante utili-
zado no contexto de trafego em redes. Para esse efeito, ha que determinar a
importancia relativa dos dados e seus valores para os resultados finais, seja
através de regras decorrentes da légica do problema, seja através de métodos
estatisticos ou de aprendizagem computacional baseados no historico de dados
processados. Estas técnicas permitem obter predicados que determinam que
dados remover do processamento [52].

Amostragem. O load shedding aleatério é muito semelhante, na sua técnica,
a amostragem do input, com a possivel diferenca de que, quando se fala em
amostragem, a amostra ter uma dimensdo geralmente bastante inferior ao
conjunto de dados original; no caso do load shedding, sao os dados descartados
a minoria. Por outro lado, load shedding faz sentido apenas no contexto de
streams, ao contrario da amostragem, que é uma técnica mais geral e que é
aplicada frequentemente a dados estaticos ou pouco variaveis.

A amostragem foi proposta ja ha décadas como meio de otimizar o tempo
de resposta de consultas a bases de dados, ou como forma de previsao de
resultados. No caso dos sistemas distribuidos, a amostragem é uma técnica
util para reduzir, por vezes de forma consideravel, os recursos computacionais
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utilizados na obtencdo da resposta e o tempo da mesma, a custa dum erro
aceitavel.

Existem diferentes formas de efetuar amostragem em sistemas de processa-
mento em larga escala. Para além da amostragem do input de dados, é possivel
também recorrer a task dropping, quando se descartam, ao invés do input, al-
gumas das tarefas em que o processamento global é particionado (por exemplo,
por nodo). Esta técnica pode servir também como estratégia de tolerancia a
falhas: descartam-se as tarefas que falharam por algum motivo ou as que estao
demasiado demoradas (stragglers), estimando o erro introduzido [45]. Existem
também técnicas mais avancadas, ajustadas a légica do problema, e que recor-
rem a fungdes definidas pelo utilizador [25]. Técnicas e modelos estatisticos,
tais como amostragem multi-nivel ou teoria de valores extremos permitem efe-
tuar o calculo a partir da amostra e extrapolar o resultado para o conjunto
dos dados, com um erro méximo previsto que pode ser calculado [25].

O erro, nestes casos, é habitualmente apresentado na forma de margens
de erro para um determinado intervalo de confianca. O utilizador do sistema
tanto pode estabelecer o erro méximo admissivel, devendo o sistema selecionar
a amostra conveniente para essa finalidade, como, de modo inverso. determinar
o tamanho da amostra, sendo o erro estimado apresentado pelo sistema [25].

Em bases de dados, ou sistemas em que os dados sdo estaveis, podem
pré-computar-se amostras de diferentes tamanhos e estratificacoes diferentes,
a selecionar conforme a consulta pretendida e o erro maximo admissivel [1].
Quando os dados sofrem constante atualizacdo, como é o caso dum sistema de
processamento de streams, esta estratégia nao pode ser aplicada diretamente,
mas podem encontrar-se solugdes mistas, com atualizacdo de amostras pré-
computadas, por exemplo. O mesmo tipo de solugdo pode servir para um
sistema em arquitetura Lambda.

Um outro problema a considerar neste ambito prende-se com o calculo do
erro e a confianga que a esse calculo também esta associada. Nao existe um mé-
todo de estimacao do erro ideal, e algumas experiéncias mostraram que o erro
reportado, em cendrios reais, peca frequentemente ora por otimismo (devol-
vendo resultados na verdade mais distantes do resultado correto do que seria
expectavel), ora por pessimismo (selecionando amostras demasiado grandes e
alocando recursos desnecessariamente, para o nivel de erro que seria aceitével).
Para fazer face a este problema, tém sido também desenvolvidas técnicas de
diagnéstico para determinar a confianca que pode ser dada ao erro calculado
por determinado método (o erro do erro) [2].

A amostragem de grafos constitui por si sé6 um vasto campo de estudo,
no qual existe ainda muito trabalho em aberto. Existem variadas técnicas
de amostragem para grafos, baseadas por exemplo nos vértices, nos arcos ou
em random walks, cuja finalidade é preservar, para o subgrafo obtido como
amostra, propriedades semelhantes ao grafo original, a fim de que a amostra
possa ser usada como estimador. Diferentes técnicas de amostragem permitem
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preservar diferentes propriedades, ou sdo mais indicadas para distintos tipos
de grafos [31].

Outras técnicas. Para além da aproximacao por métodos estatisticos, existem
ainda outras abordagens, baseadas por exemplo em aprendizagem automética.
O objetivo é, a partir do histérico de processamento, inferir a correlacdo en-
tre os novos dados de entrada e as diferencas no output calculado. Quando
essa relagdo nado ¢é direta, existem métodos de aprendizagem, tais como redes
neuronais, fuzzy logic, métodos probabilisticos, etc., que permitem obter efi-
cazmente previsdes mais acertadas sobre as potenciais alteragoes que novos
dados introduzem nos resultados [23].

Quality-of-Data. A otimizagdo do uso dos recursos computacionais e do
tempo de resposta, por meio do atraso da recomputagao, quando nao se prevé
que haja diferenca de output relevante, exige uma forma de exprimir os re-
quisitos, diferentes para cada problema e aplicagdo, em termos de tolerdncia
ao erro e do nivel de alteragdes que podem desencadear a recomputacgdo, as-
sim como as exigéncias minimas de laténcia e débito para a aplicagdo. Estes
requisitos podem ser definidos através do conceito de Quality-of-Data (QoD).

A QoD pode definir-se, para cada problema, através de trés dimensoes |21,
23|:

Tempo O tempo maximo entre recomputacdes sucessivas. Durante esse inter-
valo, podem ser devolvidos resultados aproximados, mas ap6s um timeout,
os resultados exatos devem ser recalculados.

Sequéncia Quantidade maxima de atualizagoes recebidas para um determi-
nado objeto, que ao ser excedida implica a recomputacao de resultados.

Valor Divergéncia relativa méxima entre o estado dum objeto na tltima com-
putacdo e o seu estado atual. E nesta dimensdo que é importante determi-
nar o potencial efeito dos novos dados de entrada nos resultados a obter.

Os requisitos de QoD podem ser expressos por meio de regras em qualquer
um destes eixos, passiveis de serem combinadas por meio de operadores légicos.

Uma outra possibilidade consiste em recorrer a amostragem para estimar o
efeito das alteracdes entretanto ocorridas na computagao global. Para além de
se poder utilizar o resultado da aproximagao na resposta a devolver (ao invés
de simplesmente repetir a tltima resposta), poderia utilizar-se o erro estimado
da amostra, ou a divergéncia em relacdo ao ultimo valor exato obtido, como
indicador para a necessidade de recomputar.

4 Solucgao proposta

Passamos agora a descrever a solugdo que propomos. O trabalho consistird na
criacdo duma biblioteca que possa ser facilmente integrada com um sistema
de processamento de streams, e com um sistema de processamento de grafos.
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A stream pode conter atualizagoes topolédgicas ou de propriedades dos vértices
e arcos do grafo, e flui de forma continua, ou em intervalos nao especificados.

4.1 Arquitetura

O esbogo da arquitetura da solugao é apresentado na Fig.

Sistema de processamento de streams

Atualizagdes ao grafo Processamento de grafos
Biblioteca P '
4> ”\‘

Strelam de '\ | Algoritmo Representacao
atualizagGes - — -Recomputar >
i de decisdo P do grafo
Algoritmo
Val "
' Resultado aproximado
Resultado exato
Informacgo das| E
QO D execugoes
anteriores E
Resultados

Figural. Esboco da arquitetura da solugdo

A presente solugao distingue a aplicagao das alteragoes ao grafo, que podem
ser refletidas de imediato no grafo, de forma eficiente, e a computagao das
funcoes pretendidas sobre o grafo, que é o que aqui se pretende otimizar. Assim,
a atualizacdo de propriedades é efetuada pelo sistema de processamento de
grafos, e ao mesmo tempo avaliada pela biblioteca a criar, a fim de determinar
se as alteracoes efetuadas justificam a recomputacio da funcao.

Como elementos de entrada para a decisdo, para além da stream de atu-
alizagoes ao grafo, existe uma definicdo da QoD apropriada, fornecida pelo
utilizador do sistema, e ainda dados relativos aos 1ltimos processamentos efe-
tuados sobre o grafo (resultado, timestamp e outros elementos que se venham
a considerar relevantes).

4.2 Algoritmo

O aspeto central da solugdo é o algoritmo de decisdo, que determina qual o
resultado a devolver, se o proveniente duma recomputacdo, se o baseado numa
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Algoritmo 1 Algoritmo para decidir a recomputacio, com base em QoD

1: function RECOMPUTAR > Recomputar os resultados de raiz
2: r < executar algoritmo. ..

3: info.timestamp < tempo atual

4: info.pendentes < 0

5: return r

6: end function

7: function DECIDIR-RECOMPUTAGAO

8: if tempo-atual - info.timestamp > QoD.tempo-maximo
9: ou info.pendentes > QoD.méaximo-pendentes then
10: return RECOMPUTAR
11: end if
12: for cada r € info.regras do
13: if r é verdadeira then
14: return RECOMPUTAR
15: end if
16: end for
17: info.pendentes < info.pendentes + quantidade de novos dados
18: if QoD.usar-amosta then
19: r < executar algoritmo na amostra do grafo e extrapolar. ..
20: if erro estimado da amostra > QoD.erro-maximo
21: ou r-info.ultimo-resultado > QoD.diferenga-méxima then
22: return RECOMPUTAR
23: end if
24: return r
25: end if
26: return info.dltimo-resultado

27: end function

amostra, se o ultimo calculado. O algoritmo [I] apresenta o pseudo-cédigo do
procedimento.

De acordo com a especificacdo da QoD definida pelo utilizador, caso o
tempo desde a ultima computacao, ou o numero acumulado de atualizagoes
pendentes, ultrapassar os limites definidos, a fungao é recomputada (linha E[)
O mesmo sucede se qualquer uma das regras referentes a divergéncia maxima
entre valores associados ao grafo e aos seus elementos for verificada (linha .

Por fim, a solu¢do que propomos vai, & partida, prever a possibilidade de
recorrer a amostragem do grafo, se tal for possivel e desejado. Nesse caso, a
amostra (cujo modo de extragao sera alvo de atencao futura, e envolveréd pos-
sivelmente intervengdo do utilizador) é utilizada para calcular a fun¢ao pre-
tendida de forma mais rapida e eficiente do que procedendo & recomputagao
(linha . O resultado é extrapolado/ajustado para o grafo inteiro, se neces-
sario, e com ele é também devolvido o erro estimado, dentro dum intervalo
de confianca definido. No caso de o erro estimado superar o maximo definido
pela QoD, ou a diferenca, absoluta ou relativa, entre o resultado estimado e o
ultimo resultado exato conhecido, ser superior a um limite também definido
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pela QoD, procede-se mais uma vez a recomputagao de resultados (linha .
Senao, pode devolver-se o resultado estimado.

Em dltimo caso, quando nenhuma das condigoes anteriores se verifica, é
devolvido o tultimo resultado exato calculado, armazenado no sistema (linha

29).

4.3 Tecnologia envolvida e plano de realizagao

Resta definir sobre que base concreta, em termos de tecnologias, serd esta
solucao desenvolvida.

Como ¢ sugerido pelo esbogo de arquitetura apresentado da Fig.[l} é vanta-
joso que o processamento de streams e o processamento de grafos se integrem
da forma mais natural e direta possivel. Assim, a escolha restringe-se aos siste-
mas que apresentam solucoes de processamento de grafos inseridas em sistemas
mais gerais: Spark/GraphX (Sec. e e Flink/Gelly (Sec. e

Dada a inconveniéncia de trabalhar nas duas bases simultaneamente, a
nossa escolha recai sobre o Flink/Gelly. As razoes para a escolha prendem-se
com a versatilidade do modelo de streaming empregado, que no Flink é hi-
brido, podendo utilizar-se streaming puro, elemento a elemento, ou processar
em bloco (no Spark apenas os mini-batches estdo disponiveis). Apesar de ser
menos utilizado, e se encontrar num estagio de maturidade inferior ao Spark,
o Flink é um projeto de topo do Apache, criado na Europa, e com uma comu-
nidade crescente de colaboradores e de utilizadores. O facto de se encontrar
praticamente ainda nos seus inicios acentua o potencial de contribuicdo que
se pode obter com o presente projeto.

5 Metodologia de avaliagao

Apresentam-se agora os pontos a avaliar na solucao a desenvolver, com alusao
aos benchmarks que podem ser utilizados para o efeito.

Existem vérios datasets de grafos de grande dimensao disponiveis, que
podem ser utilizados para explorar, exercitar e avaliar sistemas, solugoes e
algoritmos. Destacamos os grafos obtidos a partir de crawls da WWW, de
diferentes dimensoes, incluindo datasets com dezenas de milhoes de vértices
e centenas de milhoes de arcos, que dada a sua dimensao requerem técnicas
especializadas de representagdo, como o WebGraph [15]. Exemplares de me-
nor dimensao, mas ainda assim na casa dos milhGes de vértices incluem por
exemplo as redes de ligacdes entre paginas da Wikipédia em varias linguas
[34].

Todos estes exemplos sao de grafos estaticos, pelo que é necessaria alguma
adaptacio para os colocar na forma de streams, o objeto que nos interessa
avaliar, recorrendo, por exemplo, a construcao incremental.

Existem também datasets adaptados para streaming, disponiveis online
[49], que reproduzem o crescimento de diferentes redes reais, e das quais desta-



25

camos: citagoes em trabalhos cientificos; filmes; redes sociais (Facebook, Flickr
e Youtube).

A fim de ter uma visdo global sobre o desempenho do sistema, e evitar fe-
noémenos de overfitting, o sistema sera avaliado com diferentes tipos de proble-
mas em grafos. Assim, explorar-se-do problemas de centralidade (PageRank,
betweeness), caminhos/distancias, clustering/comunidades, dindmicas de difu-
sao (como epidemias), cortes, dentro do exequivel. Se possivel, utilizar-se-ao
também diferentes técnicas para a resolugdo do mesmo problema.

As métricas a avaliar serao:

Laténcia Comparacio da laténcia da nossa solucdo com a apresentada pelo
sistema de processamento de grafos sem otimizagoes.

Débito (Throughput) Avaliar o débito do sistema em diferentes cenérios de
carga, em termos de quantidade de itens a processar.

Escalabilidade Desempenho e estabilidade do sistema na presenca de gran-
des quantidades de dados e com diferentes niimeros de nodos de processa-
mento.

Uso de recursos Comparar o uso dos recursos computacionais (CPU, me-
moria, disco, rede) no sistema com e sem as alteragoes introduzidas pela
solucdo que propomos.

Qualidade de resposta Comparar os resultados aproximados obtidos pela
nossa solugao com os resultados exatos e verificar se satisfazem os requisitos
para diferentes especificagoes de QoD.

Exatidao Verificar se o erro estimado para as aproximacoes corresponde ao
erro real, para intervalos de confianca definidos.

6 Conclusao

Neste projeto de dissertagdo comegidmos por contextualizar o problema do
processamento de grafos, apontando a sua importancia e os desafios que com-
porta. Referimos de seguida a motivacdo e a inspiracdo que estdo na base
desta proposta de trabalho, formulando o problema a resolver em termos de
otimizacdo do uso de recursos e de tempo de resposta no processamento de
streams de grafos.

Na analise do trabalho relacionado, sintetizdmos os principais aspetos dos
atuais sistemas de processamento em bloco e de streams, com destaque para
os sistemas e bibliotecas especializados em grafos, terminando com referéncias
a técnicas de otimizacao e estabilizacio e de processamento aproximado, com
uma explicitacdo do conceito de Quality-of-Data.

A arquitetura e algoritmo base da solugdo proposta, bem como as linhas
e métricas orientadoras da avaliacdo da mesma solucdo terminam o presente
documento.
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Anexo - Planeamento do trabalho

Tabela 1. Tempo estimado para o trabalho restante

Tarefa Descrigao Tempo previsto
Introducao ao - Fork do projeto Janeiro (1 semana)
Flink/Gelly - Tutoriais e exemplos Fevereiro (2 semanas)

Datasets e algoritmos

- Recolha e preparacdo dos datasets
- Execucéo de algoritmos
- Escrita de algoritmos no Gelly

Fevereiro (2 semanas)

Implementacao

- Modelo e implementagdo da QoD

- Implementacdo de QoD de tempo

e sequéncia

- Implementagao da previsao de
alteracoes e do processamento adiado
- Amostragem de grafos

Marco (4 semanas)
Abril (3 semanas)

Testes e conclusao da
implementacao

- Testar e validar a solugdo
- Concluir as funcionalidades
- Corrigir erros

Maio (4 semanas)

Avaliacdo da solugdo

- Avaliagdo da solugdo com diferentes
algoritmos, datasets e cendrios
- Comparacdo com outras solugdes

Junho (3 semanas)
Julho (2 semanas)

Escrita da tese de
dissertagédo

- Agregacao dos materiais escritos
- Redagéo do texto final

Julho (2 semanas)
Agosto (4 semanas)

Revisdes e submissao

- Revisdo da dissertacédo e da
documentacio do coédigo

Setembro (2 semanas)

Investigacdo e
documentagao

- Leitura de artigos mais recentes

- Acompanhamento do estado da arte
- Tépicos avancados

- Documentacédo da arquitetura, das

opgodes, da implementacdo e da avaliagdo

Janeiro - setembro

Reunibdes semanais

- Anélise do progresso e orientacdo
do trabalho

Janeiro - setembro
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